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Abstract. Large Language Models (LLMs) offer the potential to automate knowledge-intensive
document generation; however, selecting the right model for a specific application remains a
methodological challenge, as generic benchmarks do not adequately reflect suitability for
quality-critical documentation processes. This thesis therefore develops a system architecture
for quality-assured document generation and evaluates three current models — GPT-5, Claude
Sonnet 4.5 and LLaMA 4 Maverick — against seven application-specific criteria,
combining automated system metrics, LLM-as-a-Judge and human evaluation. The results
reveal a hierarchy of criteria that distinguishes between necessary basic requirements — factual
accuracy and reliable integration of system components — and differentiating quality
characteristics, thereby providing an empirically sound basis for model selection.
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Erstellung von Geschaftsdokumenten mit
LLMs - Architektur & Evaluation

Zusammenfassung. Large Language Models (LLMs) bieten Potenzial zur Automatisierung
wissensintensiver Dokumentenerstellung; die anwendungsspezifische Modellauswahl bleibt
jedoch eine methodische Herausforderung, da generische Benchmarks die Eignung fir
qualitatskritische Dokumentationsprozesse nur unzureichend abbilden. Die vorliegende Arbeit
entwickelt daher eine Systemarchitektur zur qualitadtsgesicherten Dokumentenerstellung und
evaluiert drei aktuelle Modelle — GPT-5, Claude Sonnet 4.5 und LLaMA 4 Maverick — anhand
von sieben anwendungsspezifischen Kriterien, kombiniert aus automatisierten
Systemmetriken, LLM-as-a-Judge und Human Evaluation. Die Ergebnisse offenbaren eine
Kriterienhierarchie, die zwischen notwendigen Basisanforderungen — Faktentreue und
zuverlassige Systemkomponenten-Integration — und differenzierenden Qualitatsmerkmalen
unterscheidet und damit eine empirisch fundierte Grundlage fir die Modellauswahl bereitstellt.

1. Einleitung

Large Language Models (LLMs) eréffnen das Potenzial, wissensintensive Geschaftsprozesse
grundlegend zu transformieren [1]. In einem Interview bezeichnete der Worldwide Managing
Partner von Bain & Company diese Entwicklung als ,industrielle Revolution fur Wissensarbeit"
[2]. Ein konkreter Anwendungsfall findet sich in der Unternehmensberatung: Die Erstellung
von Geschéaftsdokumenten — hier konkret Losungskonzepte — stellt einen geschaftskritischen
Prozess dar, der mal3geblich Uber die Vergabe von Beratungsprojekten entscheidet [3]. Fur
derartige Dokumente gelten entsprechend hohe Qualitatsanforderungen — sie missen prazise,
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detailliert und fachlich fundiert formuliert sein, um Auftraggeber von der Kompetenz des
Anbieters zu Uberzeugen [4]. Zur Erfullung solcher Anforderungen hat sich die Integration von
LLMs in orchestrierte Systemarchitekturen etabliert, die strukturierte Workflows, externe
Wissensquellen sowie definierte Qualitatsstandards kombinieren [5], [6]. Innerhalb solcher
Systeme fungiert das LLM als zentrale kognitive Komponente, deren Leistungsfahigkeit die
Qualitat der generierten Ergebnisse beeinflusst [7]. Trotz dieser architektonischen Einbettung
bleiben jedoch inharente Modelllimitationen bestehen: Halluzinationen, inkonsistente
Ausgaben sowie unzuverlassige Instruktionsbefolgung koénnen die Faktentreue und
Verlasslichkeit der generierten Dokumente gefahrden [2], [8]. Die Auswahl des geeigneten
LLMs qilt als eine der wichtigsten Einzelentscheidungen bei der Entwicklung LLM-basierter
Workflows [9].

Diese Entscheidung wird durch die kontinuierliche Veréffentlichung neuer Modelle
zusatzlich erschwert [10]. Zugleich bieten generische Benchmarks bei der Modellauswahl nur
begrenzte Orientierung, da sie auf allgemeine Aufgaben fokussieren: LLMs kdnnen in
standardisierten Tests hervorragend abschneiden und dennoch bei spezifischen praxisnahen
Aufgaben versagen [11]. Benchmark-Ergebnisse stellen zudem haufig Uberschatzungen dar,
wenn sie auf domanenspezifische Anwendungen Ubertragen werden [9]. Fur die
qualitatskritische  Dokumentenerstellung fehlt somit eine anwendungsspezifische
Evaluationsarchitektur, die unabhangig von konkreten Modellversionen anwendbar ist und
Kriterien wie Faktentreue, Einhaltung struktureller Vorgaben sowie zuverlassige
Wissensintegration systematisch erfasst — und damit eine fundierte Entscheidungsgrundlage
fur die Modellauswahl bereitstellt [9], [11].

Vor diesem Hintergrund wird in der vorliegenden Arbeit eine Systemarchitektur flr die

qualitatsgesicherte Dokumentenerstellung entwickelt, die zugleich als methodische Grundlage
fur die systematische Evaluation dreier aktueller LLMs dient. Die Untersuchung erfolgt unter
kontrollierten, identischen Bedingungen anhand von sieben anwendungsspezifischen
Evaluationskriterien. Dabei werden drei komplementare methodische Ansatze kombiniert: (1)
Automatisierte Systemmetriken erfassen Betriebskosten, Tool-Ausfiihrung und Wissensabruf
[12],
(2) LLM-as-a-Judge ermdglicht strukturierte Kriterienevaluation anhand vordefinierter
Rubriken sowie die Konsistenzmessung [13], und (3) Human Evaluation umfasst sowohl die
qualitative Evaluation der Wissensnutzungsqualitat als auch die Blind-Test-Evaluation durch
eine Domanenexpertin hinsichtlich praktischer Nutzbarkeit der generierten Dokumente [14].

Der zentrale Beitrag dieser Arbeit liegt in den empirisch fundierten Erkenntnissen zur
Priorisierung von Qualitatskriterien fir die LLM-basierte Dokumentenerstellung. Die Evaluation
zeigt eine Kriterienhierarchie, die zwischen Basisanforderungen flr grundsatzliche
Einsatzfahigkeit und differenzierenden  Qualitatsmerkmalen unterscheidet. Diese
Hierarchisierung verdeutlicht, dass nicht die bloRe Verfligbarkeit von Systemkomponenten,
sondern deren strategische Nutzungsqualitat Gber die Eignung eines Modells entscheidet. Die
gewonnenen Erkenntnisse sowie die zugrunde liegende Evaluationsarchitektur sind dabei
nicht auf die untersuchten Modelle beschrankt, sondern auf weitere Modelle und
Anwendungskontexte Ubertragbar.

2. Architektur der LLM-basierten Dokumentenerstellung

Zur Operationalisierung der LLM-basierten Dokumentenerstellung wurde auf Basis der Open-
Source-Plattform Dify ein Orchestrierungs-Framework implementiert [15], das am Beispiel
einer Unternehmensberatung umgesetzt wurde. Wie in Abbildung 1 dargestellt, koordiniert das
LLM als zentrale orchestrierende Instanz drei Systemkomponenten — System-Prompt, RAG-
Komponente und Custom-Tool — in einem strukturierten Flinf-Phasen-Workflow [16].
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Abbildung 1. Architektur des Dify-basierten LLM-Orchestrierungs-Frameworks fiir
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In unserem Anwendungsbeispiel geht es um Lésungskonzepte in der Beratung, die flr
jeden Kunden individuell erstellt werden im Rahmen des Angebotsprozesses. Als primarer
Nutzer-lnput wird das Transkript des Auftragsklarungsgesprachs —  welches
Ausgangssituation, Herausforderungen, Zielgruppe und Kundenwiinsche dokumentiert —
gemeinsam mit dem System-Prompt an das LLM Ubergeben und I6st damit den strukturierten
Verarbeitungsablauf aus. Der System-Prompt definiert die Rolle des LLM als
Konzeptentwickler sowie den verbindlichen Verarbeitungsablauf und legt die inhaltlichen,
strukturellen und formalen Qualitatsstandards fest, gegen die das generierte Konzept gepruft
wird [10]. Die RAG-Komponente bildet die Wissensbasis des Systems und ermoglicht dem
LLM den semantischen Zugriff auf interne Wissensbestande. Im vorliegenden Anwendungsfall
umfasst diese vier Datenbanken: eine Sammlung validierter Referenzkonzepte zur Vermittlung
von Strukturverstandnis sowie drei fachspezifische Datenbanken zu den Beratungsthemen
des Unternehmens, die jeweils Ziele, Mehrwerte und Leistungsbeschreibungen enthalten. Das
LLM formuliert kontextspezifische Suchanfragen an die Wissensbasis; der RAG-Mechanismus
gibt die semantisch relevanten Dokumententeile (Chunks) zurick [7], [17]. Das Custom-Tool
Ubernimmt die automatisierte Ubertragung des generierten Konzepts in das Zielsystem des
Unternehmens.

Diese drei Komponenten wirken im Funf-Phasen-Workflow zusammen, der durch den
System-Prompt definiert ist. In Phase 1 (Transkript-Analyse) extrahiert das LLM die relevanten
Kundenanforderungen aus dem Ubergebenen Transkript. Phase 2 (Wissensrecherche)
Uberfuihrt diese Anforderungen in gezielte Suchanfragen an die RAG-Komponente, um
kontextrelevante Wissensbestande aus der Wissensbasis abzurufen. In Phase 3
(Konzepterstellung) synthetisiert das LLM die identifizierten Anforderungen mit den
abgerufenen Wissensbestdnden zu einem strukturierten Lésungskonzept. Phase 4
(Qualitatssicherung) pruft das generierte Konzept gegen die im System-Prompt definierten
Vorgaben hinsichtlich Konzeptstruktur, Tonalitdt und Faktenbasierung. Phase 5
(Konzeptversand) initiiert die Tool-Ausfiihrung durch Ubergabe der erforderlichen Parameter
an das Custom-Tool. Der System-Prompt bildet damit zugleich den normativen
Referenzrahmen, anhand dessen die Modellausgaben in der Evaluation bewertet werden.

Das zentrale Architekturprinzip fur die systematische Modellvergleichsevaluation ist der
austauschbare LLM-Slot: Da alle drei Systemkomponenten sowie der Nutzer-Input Gber alle
Testdurchlaufe hinweg konstant gehalten werden, lassen sich verschiedene Modelle unter
identischen  Rahmenbedingungen  vergleichen. Die Anbindung unterschiedlicher
Modellprovider erfolgt Uber OpenRouter als einheitlichen API-Gateway, das eine
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standardisierte Schnittstelle Uber proprietare und Open-Source-Modelle hinweg bereitstellt
[18]. Samtliche Systeminteraktionen — RAG-Abfragen, Tool-Aufrufe, Token-Verbrauch und
Latenz — werden vollstandig Uber die in die Architektur integrierte Observability-Plattform
Langfuse protokolliert [12].

Das generierte Losungskonzept wird vor der Weiterleitung an den Auftraggeber durch
einen menschlichen Mitarbeiter geprift und freigegeben. Dieser Human-in-the-Loop-Schritt ist
konzeptionell als integraler Bestandteil des Workflows vorgesehen und stellt sicher, dass die
Systemautomatisierung die menschliche Qualitatsverantwortung erganzt — nicht ersetzt.

3. Konzeption und Methodik der Evaluation

Der in Abbildung 1 dargestellte austauschbare LLM-Slot erméglicht die Evaluation unter
kontrollierten, identischen Bedingungen: Da System-Prompt, RAG-Komponente, Custom-Tool
sowie der Nutzer-Input Uber samtliche Testdurchldufe konstant gehalten werden, sind
beobachtete Leistungsunterschiede zwischen den Modellen kausal auf das Modellverhalten
zurtckfihrbar. Je Modell werden drei unabhangige Testdurchlaufe mit identischen
Eingabedaten durchgefiihrt, wobei der Systemkontext nach jedem Durchlauf vollstandig
zuruckgesetzt wird. Abbildung 2 veranschaulicht, wie die drei komplementaren methodischen
Ansatze — automatisierte Systemmetriken, automatische Qualitdtsbewertung und manuelle
Qualitatsbewertung — nach Abschluss der Dokumentenerzeugung parallel ausgefuhrt werden.

Kriterium 1: Cost-Effectiveness
Kriterium 2: Tool-Nutzung (Score 0-2)

%} Kriterium 3a: Wissensnutzung — Chunk-Anzahl (quantitativ)
Automatisierte
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Abbildung 2. BPMN-Prozessmodell der Evaluationsarchitektur (Quelle: eigene Darstellung)

3.1 Evaluationsarchitektur und Methodik

Der erste methodische Ansatz — die automatisierten Systemmetriken — erhebt drei Kriterien
auf Basis der vollstandig tUber Langfuse protokollierten Systeminteraktionen. Kriterium 1 (Cost-
Effectiveness) quantifiziert die Betriebskosten auf Basis des Token-Verbrauchs; die
Berechnung erfolgt automatisiert durch Langfuse und wird als durchschnittlicher Kostenwert
pro Dokument Uber alle drei Testdurchlaufe ausgewiesen [19]. Kriterium 2 (Tool-Nutzung)
erfasst die korrekte Ausflihrung des Custom-Tools als diskreter Score (0—2) je Testdurchlauf,
wobei Score 2 eine fehlerfreie Ausfuhrung zum vorgesehenen Zeitpunkt, Score 1 eine
fehlerhafte oder zeitlich falsch platzierte Ausfihrung und Score 0 eine fehlende Tool-
Ausfuhrung bezeichnet. Kriterium 3 (Wissensnutzung) wird in zwei komplementéren
Dimensionen erfasst, da die Nutzung der RAG-Komponente sowohl quantitativ als auch
qualitativ beurteilbar ist: Kriterium 3a erhebt die Anzahl der abgerufenen Dokumentenchunks
pro Testdurchlauf und bildet damit die Intensitat der Wissensintegration objektiv messbar ab;
Kriterium 3b wird im Rahmen der manuellen Qualitatsbewertung erlautert.
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Der zweite methodische Ansatz — die automatische Qualitatsbewertung mittels LLM-as-a-
Judge — bewertet zwei Kriterien, die eine strukturierte Evaluation anhand vordefinierter
Rubriken erfordern. Als unabhangiges Bewertungsmodell kommt Gemini 2.5 Pro [20] zum
Einsatz. Kriterium 4 (Instruction Following) bewertet, inwieweit die generierten Dokumente die
im System-Prompt definierten inhaltlichen, strukturellen und formalen Vorgaben erflllen. Die
Operationalisierung erfolgt Uber automatisch generierte Checklisten mit binaren YES/NO-
Fragen: Auf Basis der System-Prompt-Instruktionen wird eine strukturierte Prifliste generiert,
die anschlielend durch das Judge-Modell auf die generierten Konzeptdokumente angewendet
wird [21]. Die Erfullungsquote ergibt sich als Verhaltnis erfullter zu méglichen Prifpunkten Uber
alle drei Testdurchlaufe. Kriterium 5 (Konsistenz) erfasst die Reproduzierbarkeit des
Modellverhaltens, indem die drei pro Modell generierten Dokumente hinsichtlich ihrer
Ahnlichkeit untereinander verglichen werden — bewertet anhand der Dimensionen
Kontextverstandnis, Kernthemen, Struktur, Methodik sowie Umfang in einem ganzheitlichen
Score (0-100 %).

Der dritte methodische Ansatz — die manuelle Qualitdtsbewertung durch Human
Evaluation — umfasst drei Kriterien. Kriterium 3b (Wissensnutzung — qualitativ) bewertet, ob
die formulierten RAG-Suchanfragen nicht nur formal themenrelevant, sondern strategisch auf
die im Transkript identifizierten Kundenanforderungen ausgerichtet sind — eine Dimension, die
ausschlief3lich anhand der Uber Langfuse protokollierten Traces manuell beurteilbar ist.
Kriterien 6 und 7 — Faktentreue und Nachbearbeitungsaufwand — werden im Blind-Test-
Verfahren durch eine Domanenexpertin mit langjahriger Erfahrung in der Konzepterstellung
bewertet, ohne dass ihr das jeweils eingesetzte Modell bekannt ist. Pro Modell wird ein zufallig
ausgewahltes Dokument aus den drei Testdurchldufen evaluiert. Faktentreue bewertet die
inhaltliche Korrektheit als Grundvoraussetzung flr Vertrauenswuirdigkeit gegenlber
Auftraggebern auf einer flnfstufigen Skala (0 = haufige Halluzinationen, 5 = vollstandig
faktentreu). Nachbearbeitungsaufwand erfasst den erreichbaren Automatisierungsgrad, indem
gemessen wird, inwieweit generierte Dokumente ohne manuelle Korrektur unmittelbar
einsetzbar sind (0 = hoher Korrekturaufwand, 5 = direkt nutzbar) [22], [23].

Die sieben Evaluationskriterien wirken dabei nicht isoliert, sondern in systematischer
Wechselbeziehung: Die gemeinsame Betrachtung von Faktentreue und Wissensnutzung
offenbart, ob inhaltliche Fehler auf eine unzureichende Nutzung der Wissensbasis
zurtickzuftihren sind. Die Kombination aus Instruction Following und
Nachbearbeitungsaufwand zeigt, ob manueller Korrekturaufwand primar aus der
Nichtbeachtung struktureller Vorgaben oder aus qualitativen Inhaltsmangeln resultiert. Die
Evaluationsarchitektur ermoglicht damit nicht nur die vergleichende Analyse der drei Modelle,
sondern auch ein differenziertes Verstandnis der Ursache-Wirkungs-Beziehungen zwischen
technischen Modelleigenschaften und praktischer Eignung flr die wissensintensive
Dokumentenerstellung.

3.2 Auswahl und Begriindung der Evaluationsmodelle

Die Auswahl der drei Evaluationsmodelle folgt einem mehrstufigen Kriteriensystem, das
technische  Mindestanforderungen,  Anbieterdiversitdt und anwendungsspezifische
Eigenschaften kombiniert. Als Grundvoraussetzung wurden ausschlieBlich Modelle
bertcksichtigt, die Uber Function-Calling-Fahigkeiten flr die zuverlassige Integration mit RAG-
Komponenten und externen Tools sowie Uber ausreichend grol’e Kontextfenster fir die
Verarbeitung mehrerer Dokumente gleichzeitig verfugen. Daruber hinaus wurden Modelle
ausgewahlt, die fortgeschrittene Reasoning-Fahigkeiten mit stabiler Instruktionsbefolgung und
zuverlassiger Systemkomponentennutzung verbinden — eine Kombination, die fur die
mehrstufige  Anforderungsanalyse, Wissensintegration und Qualitatssicherung im
vorliegenden Workflow entscheidend ist.

Auf dieser Grundlage wurden Claude Sonnet 4.5 von Anthropic [24], GPT-5 von OpenAl
[25] sowie LLaMA 4 Maverick von Meta [26] als Kandidatenmodelle bestimmt, die jeweils den
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aktuellen Entwicklungsstand ihrer Anbieter zum Zeitpunkt der Untersuchung reprasentieren.
Laut offizieller Herstellerangaben erreichen alle drei Modelle state-of-the-art Ergebnisse in
etablierten Benchmarks. Ein zentrales Auswahlkriterium bildet die Differenzierung zwischen
proprietaren Closed-Source-Modellen und einem Open-Source-Modell: GPT-5 und Claude
Sonnet 4.5 sind API-basierte proprietare Losungen, wahrend LLaMA 4 Maverick als Open-
Source-Modell selbst hostbar ist und damit vollstandige Datenkontrolle bei der Verarbeitung
sensibler Kundeninformationen ermdglicht. Diese Konstellation erlaubt eine empirisch
fundierte Bewertung des praxisrelevanten Unterschiedes zwischen proprietarer
Leistungsfahigkeit und den datenschutz- sowie kostenbezogenen Vorteilen eines Open-
Source-Ansatzes — eine flUr Beratungsunternehmen strategisch  bedeutsame
Entscheidungsdimension.

Die Relevanz der Modelle fur die automatisierte Konzepterstellung ergibt sich aus ihren
anwendungsspezifischen Eigenschaften: GPT-5 weist signifikante Verbesserungen in der
Halluzinationsreduktion und im Instruction Following auf [25], was die Faktentreue und
Anforderungskonformitat automatisiert erstellter Konzepte begunstigt. Claude Sonnet 4.5 ist
auf komplexe, mehrstufige Aufgaben sowie domanenspezifisches Wissen ausgerichtet und
zeigt besondere Starken in agentischen Workflows mit stabiler Tool-Ausfuhrung [24]. LLaMA
4 Maverick demonstriert trotz seiner Open-Source-Natur wettbewerbsfahige Reasoning- und
Systemintegrationsleistung [26].

4. Ergebnisse

Die Evaluationsergebnisse der drei Modelle Uber alle sieben Kriterien sind in Tabelle 1
zusammengefasst und durch ein  Ampelsystem visuell aufbereitet, das die
Leistungsdifferenzierung zwischen den Modellen unmittelbar erkennbar macht. Die
ausgewiesenen Werte reprasentieren jeweils den Durchschnitt Gber die drei Testdurchlaufe;
hiervon ausgenommen sind die Expertenbewertungen zu Faktentreue und
Nachbearbeitungsaufwand, die auf einer Einzelbewertung je Modell im Blind-Test-Verfahren
basieren.

Tabelle 1. Evaluationsergebnisse im Vergleich: GPT-5, Claude Sonnet 4.5 und LLaMA 4 Maverick
(Quelle: eigene Darstellung)

Evaluationskriterium GPT-5 Claude Sonnet 4.5 | LLaMA 4 Maverick
1 Cost-Effectiveness $0,130 | @ $0,492 ® 3$0,011

2 Tool-Nutzung ®20 ®20 ®0;3

3a Wissensnutzung (quantitativ) 3,7 ® 113 ® 13

3b Wissensnutzung (qualitativ) ® 100% | @ 100% ® 33,4%

4 Instruction Following ® 89,6% | ® 90,7% 69,0%

5 Konsistenz 80% ® 920% ® 45%

6 Faktentreue ® 55 ® 5/5 ® 5/5

7 Nachbearbeitungsaufwand 3/5 ® 45/5 3/5

4.1 Modellspezifische Evaluationsergebnisse

GPT-5 erflllt die funktionalen Anforderungen der automatisierten Dokumentenerstellung
zuverlassig. Das Modell erreicht eine durchschnittliche Instruction-Following-Erfillungsquote
von 89,6 % und fihrt das Custom-Tool in allen drei Testdurchlaufen fehlerfrei aus. Die
Wissensbasis wird systematisch genutzt: Samtliche formulierten Suchanfragen werden als
thematisch relevant bewertet (100 % Query-Relevanz), der Abrufumfang beschrankt sich
jedoch auf durchschnittlich 3,7 Dokumentenchunks pro Durchlauf. Die kategorienspezifische
Auswertung offenbart eine konsistente Schwache bei strukturellen Vorgaben (83,3 %),
wahrend Formatierung (93,3 %) und inhaltliche Ausrichtung (92,6 %) substanziell hdhere
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Erflllungsquoten aufweisen. Diese Schwache spiegelt sich in der Expertenbewertung wider:
Der Nachbearbeitungsaufwand wird mit 3 von 5 Punkten bewertet, wobei die Fachexpertin die
unstrukturierte Textgestaltung mit GbermaRigem FlieRtext kritisiert. Die Faktentreue erreicht
den Maximalwert von 5 von 5 Punkten. Die Konsistenz betragt 80 %; die Betriebskosten
belaufen sich auf durchschnittlich 0,130 USD pro Konzept.

Claude Sonnet 4.5 erzielt die hochste Gesamtleistung Uber die Evaluationskriterien
hinweg. Die Instruction-Following-Erfullungsquote betragt durchschnittlich 90,7 %, das
Custom-Tool wird in allen Durchlaufen fehlerfrei ausgefuhrt, und sémtliche RAG-Suchanfragen
werden als thematisch relevant bewertet (100 % Query-Relevanz). Das zentrale
Differenzierungsmerkmal liegt in der Intensitdt und strategischen Ausrichtung der
Wissensnutzung: Mit durchschnittlich 11,3 abgerufenen Dokumentenchunks entwickelt das
Modell nicht nur generelle themenbereichsbezogene Suchanfragen, sondern zusatzlich
hochspezifische Queries, die prazise auf die im Transkript identifizierten
Kundenanforderungen zugeschnitten sind. Diese (ber das funktionale Minimum
hinausgehende Informationsbeschaffung resultiert in Expertenbewertungen von 5 von 5
Punkten fir Faktentreue und 4,5 von 5 Punkten fur Nachbearbeitungsaufwand, wobei der
Aufwand von der Fachexpertin explizit als minimal hervorgehoben wird. Die Konsistenz betragt
90 %; die Betriebskosten belaufen sich auf durchschnittlich 0,492 USD pro Konzept.

LLaMA 4 Maverick zeigt fundamentale Defizite in der Systemkomponenten-Integration.
Das Custom-Tool versagt in zwei von drei Testdurchlaufen vollstandig; im ersten Durchlauf
erfolgt der Tool-Aufruf zu einem falschen Zeitpunkt, was zur Speicherung einer leeren Seite
im Zielsystem flihrt. Die Wissensnutzung ist inkonsistent und qualitativ unzureichend: Das
Nutzungsverhalten variiert von drei Suchanfragen im ersten Durchlauf Uber keine
Wissensabfrage bis zu einer leeren Query — dies schlagt sich in einer durchschnittlichen
Chunk-Anzahl von 1,3 sowie einer Query-Relevanz von 33,4 % nieder. Die Instruction-
Following-Erfullungsquote betragt 69,0 %, mit der niedrigsten Teilquote bei inhaltlicher
Ausrichtung (63,0 %). Die Konsistenz betragt 45 %. Die Expertenbewertung des zufallig
ausgewahlten Testdurchlaufs ergibt 5 von 5 Punkten flr Faktentreue sowie 3 von 5 Punkten
fur Nachbearbeitungsaufwand. Die Betriebskosten betragen durchschnittlich 0,011 USD pro
Konzept.

4.2 Vergleichende Analyse und Kriterienhierarchie

Die Gesamtbetrachtung der Evaluationsergebnisse offenbart eine klare Zweiteilung: GPT-5
und Claude Sonnet 4.5 erfillen die funktionalen Mindestanforderungen der automatisierten
Dokumentenerstellung, wahrend LLaMA 4 Maverick durch fundamentale Defizite in der
Systemkomponenten-Integration bereits auf der Basisebene ausscheidet. Dabei scheitert das
Open-Source-Modell nicht an seiner Modellklasse oder Architektur, sondern spezifisch an der
zuverlassigen Ausflhrung strukturierter Tool-Calls sowie der konsistenten Nutzung der
Wissensbasis — beides Kernvoraussetzungen des vorliegenden Workflows. In zwei von drei
Testdurchlaufen bleibt die automatisierte Ubertragung des generierten Dokuments in das
Zielsystem aus; die sporadische und qualitativ unzureichende Wissensnutzung verhindert
zudem die systematische Integration domanenspezifischen Unternehmenswissens. Die
theoretischen Vorteile des Modells hinsichtlich Datenkontrolle und Kostenstruktur verlieren
unter dieser Bedingung ihre praktische Relevanz — ein Befund, der verdeutlicht, dass die
Open-Source-versus-Closed-Source-Dimension erst dann als Entscheidungskriterium greift,
wenn die funktionale Einsatzfahigkeit gesichert ist.

Zwischen den beiden einsatzfahigen Modellen manifestiert sich die qualitative
Differenzierung primar in der strategischen Ausrichtung der Wissensnutzung. Wahrend beide
Modelle samtliche Suchanfragen als thematisch relevant formulieren (100 % Query-Relevanz)
und das Custom-Tool fehlerfrei ausfiuhren, unterscheidet sich das
Informationsbeschaffungsverhalten fundamental: GPT-5 beschrankt sich auf durchschnittlich
3,7 abgerufene Dokumentenchunks pro Durchlauf und adressiert dabei ausschlief3lich die im
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Transkript explizit genannten Themenbereiche — strukturell vergleichbare Referenzkonzepte
sowie direkte Anfragen zu genannten Themenschwerpunkten. Claude Sonnet 4.5 hingegen
entwickelt mit durchschnittlich 11,3 Chunks eine dreifach intensivere Wissensnutzung und
formuliert dartber hinaus mehrere hochspezifische Queries, die auf implizite
Kundenanforderungen aus dem Transkript zugeschnitten sind — Bedarfe, die im Gesprach
nicht explizit benannt, aber kontextuell relevant sind. Diese strategische Diversifizierung der
Wissensabfragen Uber das funktionale Minimum hinaus basiert auf einem tieferen
Kontextverstandnis des Transkripts und resultiert in substanziell fundierteren Dokumenten.

Der beschriebene Unterschied in der Informationsbeschaffungsstrategie etabliert einen
direkten Kausalzusammenhang zu den Expertenbewertungen im Blind-Test. GPT-5 erreicht 3
von 5 Punkten flr Nachbearbeitungsaufwand; die Fachexpertin kritisiert explizit unstrukturierte
Textgestaltung mit GUbermaRigem FlieRtext — eine Schwache, die sich konsistent in der
Instruction-Following-Auswertung (83,3 % bei strukturellen Vorgaben als niedrigste Teilquote)
sowie in der Konsistenz von 80 % bestatigt. Claude Sonnet 4.5 erzielt 4,5 von 5 Punkten mit
explizit als minimal hervorgehobenem Nachbearbeitungsaufwand. Die Reprasentativitat
dieser Einzelbewertungen lasst sich durch Konvergenz mit den Gbrigen Evaluationskriterien
validieren — ein methodischer Aspekt, der fur die Ubertragbarkeit des Evaluationsansatzes auf
weitere Kontexte von Bedeutung ist: Bei Claude Sonnet 4.5 weisen die nicht-bewerteten
Testdurchlaufe eine mindestens gleichwertige Wissensnutzung, vergleichbare Instruction-
Following-Scores sowie eine Konsistenz von 90 % auf, was nahelegt, dass die
Expertenbewertung reprasentativ fir alle Durchlaufe ist. Im Gegensatz dazu stammt die
Expertenbewertung fir LLaMA 4 Maverick aus dem einzigen Durchlauf mit Wissensabfragen,
wahrend die Ubrigen Durchlaufe ohne oder mit leerer Query arbeiteten; in Verbindung mit einer
Konsistenz von 45 % ist die Ubertragbarkeit dieser Einzelbewertung entsprechend
eingeschrankt — die hohe Faktentreue-Bewertung des evaluierten Konzepts reflektiert somit
nicht das Modellverhalten (ber alle Durchlaufe hinweg. Die hoheren Betriebskosten von
Claude Sonnet 4.5 (0,492 USD gegeniber 0,130 USD bei GPT-5 pro Dokument)
korrespondieren dabei mit messbaren Qualitatsvorteilen in den fir die Praxis entscheidenden
Kriterien und sind im Kontext dieser Qualitatsdifferenz zu bewerten.

Die vergleichende Analyse legt eine empirisch fundierte Kriterienhierarchie fur die LLM-
basierte Dokumentenerstellung offen. Auf der Basisebene bilden Faktentreue sowie
zuverlassige Systemkomponenten-Integration — die fehlerfreie Tool-Ausfliihrung und die
konsistente Nutzung von Wissensquellen — die notwendigen Voraussetzungen flr
grundsatzliche Einsatzfahigkeit. Modelle, die diese Anforderungen nicht erflllen, scheiden
unabhangig von Leistungsvorteilen in anderen Kriterien oder giinstiger Kostenstruktur aus
dem praktischen Einsatz aus. Auf der Differenzierungsebene, die erst nach Erfillung der
Basisanforderungen greift, bestimmen Wissensnutzungsintensitat, Konsistenz und
Nachbearbeitungsaufwand die praktische Anwendungsqualitdt zwischen einsatzfahigen
Modellen. Die zentrale Erkenntnis lautet: Nicht die blofle Verfligbarkeit von
Systemkomponenten, sondern deren strategische Nutzungsqualitat determiniert die Eignung
eines Modells fur wissensintensive Dokumentenerstellung. Spezifischere, kontextbezogene
Wissensabfragen — Uber explizit genannte Anforderungen hinaus — flihren zu substanziell
fundierteren Dokumenten mit geringerem Nachbearbeitungsaufwand. Cost-Effectiveness
erweist sich erst nach Erfillung der Basisebene als sinnvolles Auswahlkriterium; rein
kostenbasierte Modellentscheidungen ohne vorherige Validierung der
Systemintegrationsfahigkeit sind nicht sinnvoll.

5. Diskussion

Der beobachtete Qualitatsvorteil strategisch diversifizierter Wissensabfragen verweist auf eine
organisatorische Implikation, die die reine Evaluationsperspektive Uberschreitet. Die
strategische Nutzungsqualitat, die die Eignung eines Modells determiniert, ist nicht
ausschlief3lich eine Eigenschaft des Modells selbst, sondern auch eine Funktion der
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organisatorischen Qualitat der in das System integrierten Wissens- und Eingabedaten. Dieser
Vorteil ist strukturell voraussetzungsgebunden: Zum einen erfordert er, dass das
Auftragsklarungsgesprach in Detailtiefe und Kontextreichtum eine anforderungsgenaue
Extraktion in Phase 1 des Workflows ermoglicht. Zum anderen setzt er eine inhaltlich
koharente, thematisch differenzierte und strukturell konsistent segmentierte Wissensbasis
voraus — deren Retrieval-Qualitdt zusatzlich von der Leistungsfahigkeit des eingesetzten
Embedding-Modells abhangt: Nur wenn die Dokumentenchunks im Vektorspeicher
semantisch prazise kodiert sind, liefern auch strategisch formulierte Suchanfragen inhaltlich
bedeutsame Ergebnisse. Organisationen, die LLMs in wissensintensive Geschaftsprozesse
integrieren, sollten die Aufbereitung, Segmentierung und Pflege von Unternehmenswissen
sowie die Auswahl des Embedding-Modells daher als systemische Voraussetzungen
verstehen, die parallel zur Modellauswahl zu adressieren sind.

Die Evaluationsbefunde verdeutlichen das Potenzial LLM-basierter Systeme zur
substantiellen Unterstitzung wissensintensiver Dokumenterstellungsprozesse — verweisen
zugleich jedoch auf die fortbestehende Relevanz menschlicher Qualitatskontrolle: Selbst das
in der Gesamtbewertung fihrende Modell erreicht im Kriterium Nachbearbeitungsaufwand
keinen Maximalwert, was auf eine nachwirkende Korrekturnotwendigkeit hindeutet, die in
qualitatskritischen Anwendungskontexten nicht vernachlassigt werden kann. Der konzeptionell
vorgesehene Freigabeschritt durch einen menschlichen Mitarbeiter tragt diesem Befund
Rechnung und stellt sicher, dass Systemautomatisierung menschliche Qualitatsverantwortung
erganzt, nicht ersetzt.

Die datenschutzbezogene Dimension der Systemarchitektur adressiert zwei
komplementare Ebenen. Auf Infrastrukturebene ermdéglicht die Nutzung von Dify als Open-
Source-Orchestrierungsplattform das vollstandige Selbst-Hosting der Systemarchitektur und
gewahrleistet damit  vollstdndige  Datensouveranitat Uber alle  verarbeiteten
Kundeninformationen — unabhangig von der eingesetzten Modellkomponente. Auf
Modellebene gilt: Obwohl das einzige evaluierte Open-Source-Modell die funktionalen
Einsatzvoraussetzungen in der vorliegenden Untersuchung nicht erflllte, schlief3t dies eine
selbstgehostete Open-Source-Lésung als datenschutzkonforme Option nicht grundsatzlich
aus — sie setzt jedoch eine gesonderte Validierung der Systemintegrationsfahigkeit voraus.
Fir Deployments mit proprietdren API-Modellen verpflichten sich Anthropic und OpenAl
vertraglich, Uber die API Ubermittelte Daten standardmalig nicht fir das Modelltraining zu
verwenden [27], [28], wodurch die datenschutzbezogenen Anforderungen an die Verarbeitung
vertraulicher Geschaftsinformationen auch im proprietaren Betriebsmodell adressiert werden.

Die Aussagekraft der Ergebnisse unterliegt mehreren Limitationen, die bei der
Interpretation zu berlicksichtigen sind. Die Untersuchung beschrankt sich auf einen einzelnen
Anwendungsfall mit einem spezifischen Transkript als Testdaten; abweichende
Beratungskontexte oder Dokumenttypen kénnen zu abweichenden Modellevaluationen
fuhren. Daruber hinaus unterliegt der LLM-as-a-Judge-Ansatz denselben probabilistischen
Eigenschaften, die fur generative Modelle charakteristisch sind: Ein LLM, das andere LLMs
bewertet, kann systematische Verzerrungen in der Kriterienbewertung einfuhren, die
unabhangig von der tatsachlichen Modellleistung sind. Die dokumentierten
Leistungsunterschiede besitzen zudem aufgrund der dynamischen Weiterentwicklung
verfigbarer  Modelle  zeitlich  begrenzte  Gultigkeit. Die  zugrunde liegende
Evaluationsarchitektur bleibt von diesen Einschrankungen unberihrt und ist auf weitere
Modellgenerationen sowie vergleichbare Anwendungskontexte Ubertragbar.

6. Fazit

Die vorliegende Arbeit adressiert den in der Einleitung identifizierten Bedarf einer
anwendungsspezifischen Evaluationsarchitektur fir die LLM-basierte Dokumentenerstellung.
Die entwickelte Architektur kombiniert automatisierte Systemmetriken, LLM-as-a-Judge-
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Bewertung und Human Evaluation zu einem methodisch koharenten Rahmen, der unter
kontrollierten Bedingungen eine kausale Zurechnung beobachteter Leistungsunterschiede auf
das Modellverhalten ermdglicht.

Der zentrale empirische Beitrag liegt in der Offenlegung einer Kriterienhierarchie, die
zwischen notwendigen Basisanforderungen — zuverlassige Systemkomponenten-Integration
und Faktentreue — und differenzierenden Qualitdtsmerkmalen unterscheidet. Die Evaluation
zeigt, dass nicht die blolke Verfigbarkeit von Systemkomponenten, sondern deren
strategische  Nutzungsqualitdt die Eignung eines Modells fir wissensintensive
Dokumentenerstellung determiniert. Dieser Befund liefert Organisationen eine empirisch
fundierte Entscheidungsgrundlage fir die Modellauswahl, die lber generische Benchmark-
Vergleiche hinausgeht.

Forschungsbedarf besteht in der Ausweitung der Evaluation auf weitere
Anwendungskontexte und Dokumenttypen sowie in der Vergrélierung der Stichprobe fir die
Human Evaluation, um die Reprasentativitat der Expertenbewertungen zu starken. Darlber
hinaus stellt die Qualitat der Wissensbasis — insbesondere hinsichtlich Segmentierung und
Embedding-Modell — eine systemische Voraussetzung dar, deren Einfluss auf die
Retrievalqualitét gesondert untersucht werden sollte. Langfristig erscheint eine Ubertragung
des Ansatzes auf weitere Branchen vielversprechend, um die Generalisierbarkeit der
identifizierten Kriterienhierarchie empirisch zu validieren.

Erklarung zur Datenverfiugbarkeit
Die dieser Studie zugrunde liegenden Daten — einschliellich des Auftragsklarungstranskripts,
der RAG-Wissensbasis sowie der generierten Konzeptdokumente und Systemlogs — sind nicht

offentlich verfugbar. Die Daten enthalten vertrauliche Geschéftsinformationen des beteiligten
Unternehmens und unterliegen entsprechenden Vertraulichkeitsrestriktionen.
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