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Abstract. This paper introduces a modular AI-based gripper system featuring automated
texture analysis of textile surfaces for adaptive handling in clothing automation. A
dataset of 55 textile classes was captured with a high-resolution industrial camera,
preprocessed into 256× 256px-patches via Laplacian variance, and augmented to 1400
balanced images. Classical texture features (LBP, GLCM, HOG, DCT, Wavelet, Gabor)
and ResNet18 CNN embeddings were extracted and evaluated using stratified 5-fold
cross-validation with SVM, Random Forest, Decision Tree, and MLP classifiers. Hybrid
approaches combine handcrafted and deep features for robust material identification,
enabling dynamic grip parameterization and seamless integration into robotic processes.
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Datengetriebene Texturanalyse textiler Oberflächen zur
adaptiven Steuerung von Handhabungsprozessen

Zusammenfassung. Dieser Beitrag stellt ein modulares, KI-gestütztes Greifersystem
mit automatisierter Texturanalyse textiler Oberflächen für adaptive Handhabung in
der Konfektionsautomatisierung vor. Ein Datensatz mit 55 Textilklassen wurde mit
hochauflösender Industriekamera erfasst, zu 256 × 256px-Patches (Laplace-Varianz)
vorverarbeitet und auf 1400 balancierte Bilder augmentiert. Klassische Texturmerkmale
(LBP, GLCM, HOG, DCT, Wavelet, Gabor) sowie ResNet18-CNN-Embeddings wurden
extrahiert und mittels stratifizierter 5-Fold-Kreuzvalidierung mit SVM, Random Forest,
Decision Tree und MLP evaluiert. Hybride Ansätze kombinieren handgefertigte und
Tiefenmerkmale für robuste Materialerkennung und dynamische Greifparametrierung in
robotergestützten Prozessen.

Stichwörter: Texturanalyse, Intelligente Materialhandhabung, Robotergestützte
Montageprozesse, Bilderkennung
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1. Einleitung

Die Automatisierung der Textil- und Konfektionsindustrie ist durch biegeschlaffe Materi-
alien wie Bekleidungsstoffe, technische oder medizinische Textilien stark eingeschränkt,
da variierende Eigenschaften (Biegesteifigkeit, Flächengewicht, Luftdurchlässigkeit, Hy-
drophobie) unsichere Greifprozesse, Schäden und einen hohen manuellen Anteil verur-
sachen, wodurch eine wirtschaftliche sowie nachhaltige Fertigung in Hochlohnländer
immer schwierig wird. Adaptive und wissensbasierte Greifersysteme, die Greifstrategien
an Material und Umgebung anpassen, gewinnen daher immer mehr an Bedeutung.

Bestehende Ansätze zeigen, dass Greifprinzipien (z.B. mittels hydroadhäsiven
Gefriergreifen oder Silikon-Fingergreifern) und materialspezifische Parametrierung
wie Greifkraft, Pick-up-Fähigkeit und Entstapelbarkeit beeinflussen. Hinzu kommen
zudem die korrellierende Biegesteifigkeit, Kompressibilität, Reibkoeffizienten und
Luftdurchlässigkeit, was eine manuelle Parameterisierung jedoch zeitaufwändig macht
und dadurch auch für dynamische Umgebungen ungeeignet ist, wodurch eine integrierte
Lösung aus modularer Hardware und automatisierter Materialerkennung für skalierbare
Übertragbarkeit fehlt.

Dieser Beitrag adressiert genau diese Herausforderung und validiert ein modulares,
KI-gestütztes Greifersystem mit automatisierter Materialerkennung für materialscho-
nende, prozesssichere Handhabung und Integration in Konfektionsprozesse. Der
modulare Aufbau kombiniert Greifprinzipien, ein kamerabasiertes System extrahiert
Texturmerkmale aus Bildausschnitten und klassifiziert 50 Textilien mittels maschinellem
Lernen.

Auf Basis eines realitätsnahen Datensatzes erfolgt ein Methodenvergleich klassis-
cher Texturmerkmale mit Lernverfahren für eine adaptive Steuerung. Im Gegensatz
zu hardware- oder charakterisierungsdominierten Arbeiten fokussiert der Beitrag
robuste Materialerkennung als Software-Kern und deren Einbettung in Automa-
tisierungskonzepte.

2. Stand der Forschung

Die automatisierte Erkennung texturierter Oberflächen ist Grundlage zahlreicher
bildverarbeitungsbasierter Anwendungen in Qualitätskontrolle, Robotik und Zus-
tandsüberwachung [1], [2], [3]. Texturmerkmale dienen als indirekte Repräsentation
materialspezifischer Eigenschaften wie Faserarchitektur, Rauigkeit oder Porosität
und bilden die Basis für Klassifikation, Segmentierung und Anomaliedetektion. Für
biegeschlaffe Textilien werden Texturanalyseverfahren eingesetzt, um Stoffklassen,
Defekte oder materialbedingte Risiken automatisiert zu erkennen und in Greifstrategien
zu überführen [4], [5], [6].

Klassische Texturdeskriptoren lassen sich grob in lokale, statistische und fre-
quenzbasierte Ansätze einteilen [1], [2], [3]. Local Binary Patterns (LBP) kodieren
lokale Mikrostrukturen als Histogramm binärer Muster und sind translational sowie
rotationsinvariant [1], [7]. Sie werden erfolgreich zur Beschreibung feiner Gewebe- und
Defektstrukturen eingesetzt, wie bspw. in der Stoff- und Defektklassifikation [8], [9].

Gray-Level Co-occurrence Matrices (GLCM) erfassen die Häufigkeit von Grauwert-
paaren und leiten daraus Kennwerte wie Kontrast, Homogenität oder Energie ab [2],
[10]. Diese Merkmale sind besonders geeignet für regelmäßige oder halbregelmäßige
Strukturen, wie sie bei gewebten und gewirkten Textilien, metallischen Oberflächen oder
Korrosionsmustern auftreten [10], [11], [12]. Filter- und frequenzbasierte Deskriptoren
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wie Gabor-Filter, Wavelets, DCT und HOG ergänzen diese Sicht durch richtungs- und
frequenzselektive Informationen [9], [11], [13], [14], [15]. In der Praxis werden häufig
kombinierte Merkmalsräume (z. B. LBP+GLCM oder Gabor+GLCM) eingesetzt, die eine
robustere Trennung ähnlicher Texturen erlauben [8], [16], [17].

Mit großen Bilddatensätzen haben sich Convolutional Neural Networks (CNN) als
de-facto-Standard für Textur- und Materialklassifikation etabliert [3], [18]. Vortrainierte
Modelle wie ResNet, VGG oder DenseNet werden häufig als Feature-Extraktoren
genutzt, deren letzte Schicht entfernt wird, sodass hochdimensionale Merkmalsvektoren
für nachgelagerte Klassifikatoren zur Verfügung stehen [19], [20]. In der Textilinspektion
werden solche Backbones für die automatische Defekterkennung und Klassifikation
von Gewebearten eingesetzt und erreichen sehr hohe Genauigkeiten [21], [22], [23].
Vision-Transformer-Ansätze erweitern dies um globale Kontextmodellierung und zeigen
Vorteile in großskaligen Mode- und E-Commerce-Datensätzen, in denen Material- und
Gewebetypen aus Realbildern vorhergesagt werden [24].

Hybride Ansätze kombinieren handgefertigte Texturmerkmale mit CNN- Features,
um komplementäre Informationen zu nutzen und dessen Robustheit zu erhöhen [3], [17].
Typischerweise werden LBP-, GLCM-, Gabor- oder Wavelet-Merkmale mit globalen
CNN-Vektoren konkateniert und gemeinsam von SVM, Random Forest oder MLP
klassifiziert [16], [25]. Studien zeigen, dass solche Fusionsstrategien insbesondere bei
begrenzten Datensätzen oder hoher Intra-Klassen-Varianz die Genauigkeit gegenüber
reinen CNN- oder rein klassischen Verfahren deutlich steigern können [11], [17], [25].
Für Textilien haben sich vor allem Kombinationen aus LBP und CNN-Features bewährt,
da LBP rotationsinvariante Mikrotexturen (z. B. Maschenstrukturen) erfasst und CNNs
globale Muster sowie Kontextinformationen beisteuern [8], [20].

Die automatische Detektion und Klassifikation von Stoffdefekten ist seit langem
ein etabliertes Anwendungsfeld in der Textilindustrie [5], [8]. Klassische Merkmale wie
LBP, GLCM, Gabor und Wavelets in Kombination mit SVM oder einfachen neuronalen
Netzen erreichen hohe Erkennungsraten für typische Defekte, während neuere Arbeiten
CNN- und Transformermodelle zur Stoff- und Materialklassifikation in industriellen und
Mode-Szenarien einsetzen [9], [24], [26]. Ähnliche Verfahren werden auf stoffähnliche
Materialien wie Leder, Papier, Vliese, Böden oder korrodierte Metalloberflächen übertra-
gen, wobei insbesondere Wavelet-, GLCM- und Gabor-Merkmale sowie CNN-Features
zur Bewertung von Oberflächenzuständen genutzt werden [11], [12], [25].

Gleichzeitig fokussiert ein Großteil der Arbeiten auf Qualitätskontrolle oder visuelle
Suche und adressiert die direkte Kopplung von Textur- bzw. Materialklassen an
Greifstrategien und Prozessparametrierung nur am Rande [4], [6], [27]. Zudem
beruhen viele Datensätze auf wenigen, klar getrennten Klassen oder generischen
Texturbenchmarks, sodass die Übertragbarkeit auf komplexe, realitätsnahe Materialsets
mit zahlreichen, visuell ähnlichen Textilklassen begrenzt ist [3], [18], [24]. Der vorliegende
Beitrag setzt hier an, indem er klassische und Deep-Learning-basierte Texturmerkmale
systematisch für eine große Anzahl realer Textilklassen evaluiert und diese Erkennung
als Softwarekern in ein modulares, KI-gestütztes Greifersystem zur adaptiven, materi-
alschonenden Handhabung einbettet.

3. Materialbasis und Datenerfassung

Dieses Kapitel beschreibt die Materialdatenbasis mit 50 charakterisierten Textilien
sowie den Versuchsaufbau zur hochauflösenden Bildaufnahme unter Berücksichtigung
optischer Parameter und trapezförmiger FOV-Verzerrung.
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3.1 Materialauswahl- und beschreibung

Die Materialdatenbasis umfasst zwei Komplementärsets: die etablierten Materialien aus
dem an der TH Wildau vorangegangenen CryoTec-Projekt [27] und einen erweiterten
Datensatz neuer Materialien, an denen parallel Materialtests durchgeführt werden. Der
Fokus liegt auf der Darstellung der Stoffklassen zur Ermittlung geeigneter Greifer und
Greifparameter.

Der Datensatz aus dem CryoTec-Projekt besteht aus 23 charakterisierten Textilien
(KG1- KG18, PG1, PG2, PO1, BU1, R1) [6], hauptsächlich Gewebe und Gewirke
für Bekleidung und technische Anwendungen. Es dominiert der Gewebetyp (z.
B. KG1–KG11: Polyester-Baumwoll-Mischungen, Denim), ergänzt durch Gewirke
(PG1/PG2: Nylon-Lycra).

Dieses Set wird ergänzt durch weitere 27 Materialien (GS01–GS27), welche parallel
an der TU Dresden auf Eigenschaften wie Biegestarre und Luftdurchlässigkeit geprüft
werden, um zukünftige Greifstrategien ableiten zu können. Die Zusammensetzung: 14
Gewebe (z.B. GS06–GS17: Baumwolle, Leinen, Denim), 6 Gewirke (z. B. GS18–GS21,
GS25–GS27: Plüsch, Fellimitat), 5 Vliesstoffe (GS03–GS05, GS23–GS24) sowie 2
Neopren-Varianten (GS01–GS02). Sechs Materialien des neuen Materialiensatzes
(GS13, GS19, GS20, GS25–GS27) weisen unterschiedliche Vorder- und Rückseiten
auf (z.B. strukturierte vs. glatte Rückseite), was separate Klassen für bidirektionale
Klassifikation erfordert. Insgesamt resultieren hieraus 55 Materialklassen: 23 Klassen
stammen aus dem CryoTec-Projekt, hinzu kommen 27 neue Materialien, von denen 5
wegen ihrer unterschiedlichen Rückseiten jeweils als zwei getrennte Klassen gezählt
werden, sodass sich daraus 33 neue Klassen ergeben.

3.2 Versuchsaufbau und Bildaufnahme

Zur Aufnahme der Materialbilder wurde die Industriekamera Imaging Source DFK
39GR0522-Z12 eingesetzt, welche über einen 12-fachen optischen Zoom verfügt
(Brennweite 5,1 mm bis 57,3 mm) und eine minimale Object-Distanz (MOD) von 500
mm bei maximaler Brennweite ermöglicht. Erste Tests mit Webcams, Systemkameras
und einem weiteren Imaging-Source-Modell besaßen eine unzureichende Bidqualität
für die zu erfassenden Oberflächenstrukturen, da Nahaufnahmen im Produktionsumfeld
den Arbeitsraum für automatisierte Anwendungen, bspw. von Robotern, durch ihre
eingeschränkten Fokusbereiche beeinträchtigen.

Figure 1. Schematischer Versuchsaufbau des geplanten Prototypen

Die Kamera besitzt einen CMOS-Sensor AR0522 (1/2,5”-Format, Auflösung 2592
× 1944 Pixel, Pixelgröße 2,2 × 2,2 µm) und wurde mit maximalem Zoom (57,3 mm)
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seitlich am Tisch montiert. Ein Kameraarm positioniert die Unterkante der Kamera in
470 mm Höhe (bedingt durch MOD von 500 mm), mit einem Einfallswinkel von 60° zur
Oberfläche und einer Sensor-Oberflächen-Distanz von 550 mm, um den Greifraum des
Roboters nicht zu beeinträchtigen (siehe Abb. 1).

Alle Aufnahmen erfolgten unter konstanter maximaler Beleuchtung in einer Fotobox
des Herstellers Caruba (Typ PFC-6060D), da Vorversuche mit stufenlos variabler
Beleuchtung nahezu identische Model-Performance zeigten, wobei die Kamera
Helligkeitsunterschiede mittels automatischer Belichtung ausgleicht. Lediglich ohne
Beleuchtung trat ein signifikanter Performance-Abfall auf, weshalb weitere Variationen
vernachlässigt wurden. Abbildung 2 zeigt dazu den Versuchsaufbau mit Ausschnitten
ausgewählter Stoffproben.

Figure 2. Kameragestützter Versuchsaufbau zur Stofferkennung mit drei exemplarischen
Texturaufnahmen der erfassten Materialoberflächen

Zur Bestimmung des Sichtfelds der Kamera werden die effektiven Sensorabmes-
sungen benötigt, welche sich aus S = N p mit Sh = 5,7mm, Sv = 4,3mm ergeben. Das
Field of View (FOV) folgt der Standardformel für rektifizierende Linsen Gleichung 1 [28],
[29].

FOV = 2 arctan

(︃
S

2f

)︃
(1)

Bei Neigung α = 30◦ der Optikachse ergibt sich das trapezförmige Sichtfeld aus
Nah- und Fernstrahlen ϕnah/fern = α ± FOVv/2, vertikalen Projektionen y = h tanϕ (h:
senkrechter Abstand) und Schrägdistanzen r = h/ cosϕ [30], [31]. Die Trapezbreiten
lauten
w = 2r tan(FOVh/2) [29].

Damit folgt wnah = 61,9mm (untere Kante) und wfern = 64,8mm (obere Kante).
Das finale trapezförmige Sichtfeld (Höhe 55,1mm) wird bei Auflösung 2592 × 1944px
abgebildet.

4. Datenverarbeitung und Modellierung

Aufbauend auf der im vorangegangenen Kapitel beschriebenen Bildaufnahme wird
im Folgenden die gesamte Datenverarbeitungs- und Modellierungspipeline dargestellt.
Abbildung 3 zeigt den Ablauf vom Rohbild bis zum trainierten Klassifikationsmodell im
Überblick. Ziel ist es, aus den hochauflösenden Rohbildern (2592× 1944px) normierte,
informationsreiche Bildausschnitte zu erzeugen, die Datenbasis durch Augmentierung zu
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erweitern, komplementäre Texturmerkmale zu extrahieren und diese mit verschiedenen
maschinellen Lernverfahren systematisch zu evaluieren.

Materialaufnahme Vorverarbeitung
& Augmentierung

Merkmals-
extraktion Training

Kamera-
aufnahme Vorverarbeitung Modell Klassifizierung

Training

Inferenz

Figure 3. Ablaufdiagramm der Datenverarbeitungs- und Modellierungspipeline: Von der
Rohbildaufnahme über Patch-Selektion und Augmentierung bis zur Merkmalsextraktion und Klassifikation

4.1 Datenaufbereitung und Augmentierung

Die Rohbilder werden im TIFF-Format bereitgestellt und enthalten teilweise einen Alpha-
Kanal, der in einem ersten Vorverarbeitungsschritt entfernt wird. Da die Gesamtaufnah-
men aufgrund des in Kapitel 3.2 beschriebenen 60°-Einfallswinkels trapezförmig verzerrt
sind, wird nicht das vollständige Bild verwendet, sondern der schärfste Bildausschnitt
von 256 × 256px extrahiert. Die 256 × 256px Patches sind am realen Stoff (je nach
Position des gewählten Ausschnitts) in der Breite zwischen 6,1 mm und 6,4 mm lang
und in der Höhe 7,3 mm. Zudem wäre eine direkte Verarbeitung der hochauflösenden
Rohbilder (2592× 1944px) für die nachfolgenden Lernverfahren unnötig speicher- und
rechenintensiv, während ein Patch von 256× 256px einen guten Kompromiss zwischen
ausreichender Texturinformation und kompakter Eingabedimension darstellt, der kurze
Trainingszeiten und eine einfache Erweiterbarkeit des Datensatzes um zusätzliche
Materialien ermöglicht. Als Schärfemaß dient die Varianz des Laplace-Operators: Über
das Gesamtbild wird ein Sliding-Window-Verfahren mit einer Schrittweite von 64 Pixeln
angewendet und für jeden Patch wird die Laplace-Varianz berechnet. Der Ausschnitt
mit dem höchsten Wert und damit der stärksten lokalen Kantendefinition wird als
repräsentativer Patch für das jeweilige Materialbild übernommen [32], [33], [34]. Dieses
Vorgehen maximiert den Informationsgehalt für die nachfolgende Merkmalsextraktion,
da unscharfe Bildbereiche systematisch ausgeschlossen werden. Im Ergebnis entstehen
280 normierte 256× 256px-Patches (56 Materialklassen × 5 Bilder pro Klasse), die in
klassenspezifischen Verzeichnissen organisiert werden.

Zur Vervielfachung der Trainingsdaten und Steigerung der Modellrobustheit wird
anschließend eine Datenaugmentierung durchgeführt [35]. Pro Originalbild werden
fünf Varianten erzeugt: (1) das unveränderte Original, (2) eine horizontale Spiegelung,
(3) eine vertikale Spiegelung, (4) eine zufällige Rotation im Bereich ±15◦ mit Edge-
Padding sowie (5) ein zufälliger Ausschnitt von 80 % der Originalgröße, der anschließend
auf 256 × 256px reskaliert wird. Die Rotations- und Spiegelungsinvarianz ist bei
Textiloberflächen besonders relevant, da Materialproben in der Praxis in beliebiger
Orientierung vorliegen können und das Klassifikationsmodell gegenüber solchen
geometrischen Transformationen robust sein muss. Aus den ursprünglich 280 Patches
ergeben sich durch die Augmentierung 1400 Trainingsbilder (56 Klassen × 5 Originale ×
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5 Varianten). Der resultierende Datensatz ist ausgewogen, wodurch jede Materialklasse
exakt 25 Trainingsbilder besitzt.

4.2 Merkmalsextraktion und Modellauswahl

Aus den vorverarbeiteten 256×256px-Patches werden numerische Merkmalsvektoren mit
sechs klassischen Texturmerkmalen extrahiert, die komplementäre Aspekte der Textur
abdecken: lokale Mikrostrukturen, räumliche Beziehungen, Kantenorientierungen sowie
frequenzbasierte Repräsentationen. Diese dienen als Eingabe für Klassifikationsmodelle
und werden in einer SQLite-Datenbank gespeichert, um inkrementelle Verarbeitung zu
ermöglichen.

Local Binary Patterns (LBP) erfassen lokale Grauwertunterschiede als His-
togramm mit R = 3, P = 24 und uniformer Kodierung (26 Bin), was rotationsinvariante
Muster wie Kanten und Ecken betont und als Standard in Texturklassifikation gilt [1], [7].
Die Gray-Level Co-occurrence Matrix (GLCM) analysiert Pixelpaar-Häufigkeiten in
vier Richtungen (0◦, 45◦, 90◦, 135◦) und leitet vier Eigenschaften (Kontrast, Dissimilarität,
Homogenität, Energie) ab, was 16 Merkmale ergibt und eine etablierte Konfiguration
für Texturen darstellt [2], [10]. Histogram of Oriented Gradients (HOG) quantisiert
Kantenorientierungen in 16× 16-Zellen mit 9 Bins und 2× 2-Blöcken (ca. 5000 Dim.),
basierend auf bewährten Pedestrian-Detection-Parametern, die auch für Texturen robust
sind [15], [36].

Die Diskrete Kosinustransformation (DCT) extrahiert die top-64 Koeffizienten im
Zigzag-Scan für dominante Frequenzen (64 Dim.) [14]. Die Wavelet-Zerlegung nutzt
Daubechies-1-Wellen mit zwei Ebenen und liefert Mittelwert plus Standardabweichung
pro Subband (variable Dimensionen) [11]. Gabor-Filter wenden eine Bank mit 4
Orientierungen und 2 Frequenzen an (16 Statistiken: µ, σ), ideal für periodische Textil-
strukturen [13], [26]. Diese Standardparametrierungen aus der Literatur ermöglichen
direkte Vergleichbarkeit ohne umfangreiches Fitting, wobei Grid-Searches optional für
Domänenadaption eingesetzt wird [8], [17].

Als Deep-Learning-Baseline dient ein vortrainiertes ResNet18-Modell als Feature-
Extraktor. ResNet18 ist ein neuronales Netz, das auf Millionen von Bildern trainiert
wurde und automatisch Merkmale wie Formen und Strukturen erkennt [20]. Die
abschließende Klassifikationsschicht wird entfernt, sodass pro Bild ein Merkmalsvektor
mit 512 Dimensionen entsteht. Die Bilder werden auf 256 Pixel verkleinert, zentral
auf 224 × 224px zugeschnitten und standardmäßig normalisiert. Dieser Ansatz dient
als Vergleich zu handgefertigten Merkmalen und erfordert kein domänenspezifisches
Feature-Engineering, wodurch jedoch der Rechenaufwand höher ist und die Merkmale
weniger interpretierbar sind. Um eine hohe und schnelle Reproduzierbarkeit bei neuen
Materialien zu gewährleisten, wird ein Fine-Tuning ausgeschlossen [18].

Für einen Vergleich wurden vier Klassifikatoren herangezogen: (1) Support Vector
Machine (SVM) mit RBF-Kernel, geeignet für hochdimensionale Merkmalsräume; (2)
Random Forest mit 200 Entscheidungsbäumen, robust und in der Lage Feature-
Importance-Werte zu liefern; (3) Decision Tree, der schnelle Inferenz und hohe
Interpretierbarkeit bietet; sowie (4) Multilayer Perceptron (MLP) mit Hidden-Layer-
Konfiguration (128, 64) (128 Neuronen 1. versteckte Schicht, 64 Neuronen 2. versteckte
Schicht), das komplexe nichtlineare Zusammenhänge erlernen kann. Alle Modelle
werden als StandardScaler, eine Klassifikator-Pipeline in scikit-learn, implementiert und
nutzen die Standardkonfigurationen der Bibliothek [37].
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4.3 Modelltraining und Validierung

Als Standardverfahren für das Modelltraining wird eine stratifizierte 5-fache Kreuz-
validierung (5-Fold CV) eingesetzt. Die Stratifizierung stellt sicher, dass jede Ma-
terialklasse in jedem Fold proportional vertreten ist, was bei 56 Klassen mit je 25
Bildern eine zuverlässige Schätzung der Generalisierungsfähigkeit ermöglicht [38]. Die
Out-of-Fold-Vorhersagen aller Folds werden aggregiert, um die Gesamtbewertung zu
berechnen. Im Rahmen der Evaluierung werden sämtliche Kombinationen aus den
sechs Merkmalsextraktoren, einzeln und in Konkatenation, mit den vier Klassifikatoren
systematisch verglichen.

Als Evaluationsmetriken dienen die Accuracy sowie Precision, Recall und F1-Score,
jeweils makro-gemittelt (jede Klasse gleichgewichtet) [39]. Bei dem balancierten
Datensatz stimmen Makro- und Mikro-Mittelung überein. Zusätzlich wird eine zeilen-
normalisierte Konfusionsmatrix erstellt, um Verwechslungspaare zwischen Klassen zu
identifizieren; die zehn häufigsten (true → predicted) werden ausgewiesen [40].

Für die CNN-Baseline wird das vortrainierte ResNet18-Modell verwendet, um
512- dimensionale Merkmalsvektoren zu extrahieren [19]. Die Daten werden stratifiziert
in 85% Training / 15% Validierung geteilt. Die extrahierten CNN-Features durchlaufen
dieselbe Kreuzvalidierungspipeline wie die handgefertigten Merkmale zur Vergleich-
barkeit.

5. Ergebnisse und Diskussion

In diesem Kapitel werden die experimentellen Ergebnisse der systematischen
Evaluierung von 28 Merkmalskonfigurationen (sieben Einzelextraktoren sowie deren
Zweier-Kombinationen) mit vier Klassifikatoren (SVM, RF, DT, MLP) auf einem Datensatz
mit 1.375 Bildern aus 55 Textilklassen präsentiert und analysiert.

5.1 Ergebnisse

Insgesamt wurden 112 Experimente durchgeführt: 28 Merkmalskonfigurationen
(7 Einzelextraktoren, 21 Zweier-Kombinationen) × 4 Klassifikatoren (SVM, RF, DT,
MLP), jeweils mit stratifizierter 5-Fold-Kreuzvalidierung auf 1.375 Bildern (55 Klassen ×
25 Bilder). Die Accuracy über alle Experimente erstreckt sich von 9,82 % bis 99,56 %;
32 der 112 Konfigurationen überschreiten 90 %, 23 überschreiten 95 % und alle neun
Konfigurationen mit über 99 % basieren auf CNN-Features. Tabelle 1 gibt einen Überblick
über die Accuracy-Verteilung pro Klassifikator.

Table 1. Accuracy-Statistiken pro Klassifikator über alle 28 Merkmalskonfigurationen (in %).

Klassifikator Min Mittelwert Max

SVM 28,22 62,14 98,25
RF 30,18 84,40 99,35
DT 9,82 69,52 87,20
MLP 25,38 69,91 99,56

Der Random Forest zeigt den robustesten Mittelwert (84,40 %) und die geringste
Streuung, während das MLP zwar das globale Maximum erreicht (99,56 %), aber
sensitiver auf die Merkmalswahl reagiert. Der Decision Tree bleibt mit maximal 87,20 %
für ein 55-Klassen-Problem deutlich limitiert. Tabelle 2 fasst die drei Schlüsselmodelle
zusammen, die unterschiedliche Einsatzszenarien adressieren.
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Table 2. Drei Schlüsselmodelle für unterschiedliche Einsatzszenarien (5-Fold CV, 55 Klassen,
1.375 Bilder). Alle Metriken in %.

Klassifikator Extraktoren Acc. Prec. Rec. F1

MLP LBP + CNN 99,56 99,64 99,56 99,56
MLP CNN 99,35 99,45 99,35 99,34
MLP LBP + GLCM 97,89 98,12 97,89 97,87

Das beste Ergebnis erzielt MLP mit konkateniertem LBP- und CNN-Merkmalsvektor
(99,56 % Accuracy), was bei 1.375 Bildern lediglich sechs Fehlklassifikationen entspricht.
Bereits CNN-Features allein erreichen mit dem MLP 99,35 % und das ohne jegliches
domänenspezifisches Feature-Engineering. Für eingebettete Systeme ohne GPU stellt
LBP+GLCM+MLP mit 97,89 % eine leistungsfähige Lightweight-Alternative dar.

Abbildung 4 zeigt die Accuracy aller Einzelextraktoren über die vier Klassifikatoren
als Heatmap und offenbart drei zentrale Befunde: (1) CNN-Features dominieren mit über
97 % bei SVM, RF und MLP, da das vortrainierte ResNet18 hochgradig generalisierte
Bildmerkmale liefert. (2) LBP ist der stärkste klassische Extraktor (bis 94,91 % mit MLP)
und erzielt als einziger einen konsistenten Accuracy-Gewinn in der CNN-Kombination
(+0,22 %). (3) HOG-Merkmale versagen mit Accuracies unter 30 % aufgrund der hohen
Dimensionalität (∼5.000 Dim.) bei begrenzter Datenbasis.
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Figure 4. Heatmap der Accuracy (%) für alle Einzelextraktoren und Klassifikatoren

Tabelle 3 quantifiziert den systematischen Accuracy-Gewinn durch CNN-
Kombination für jeden klassischen Extraktor.

Table 3. Accuracy-Gewinn durch CNN-Kombination pro Extraktor (jeweils bester Klassifikator, in %).

Extraktor Allein + CNN ∆ (pp)

LBP 94,91 (MLP) 99,56 (MLP) +4,65
GLCM 86,11 (MLP) 99,35 (MLP) +13,24
Wavelet 93,38 (RF) 99,35 (RF) +5,96
Gabor 82,04 (RF) 99,42 (MLP) +17,38
DCT 80,44 (RF) 99,13 (MLP) +18,69
HOG 30,18 (RF) 98,11 (RF) +67,93

Die CNN-Kombination führt bei allen sechs Extraktoren zu einem substanziellen
Accuracy-Gewinn von +4,65 bis +67,93%. Selbst schwache Extraktoren wie HOG
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(30,18 %) werden durch CNN-Features auf über 98 % gehoben, was zeigt, dass die CNN-
Merkmale die Information schwächerer Extraktoren nahezu vollständig kompensieren.
LBP ist der einzige klassische Extraktor, der die CNN-Einzelperformance marginal
verbessert (+0,22 % auf 99,56 %), was auf komplementäre lokale Texturinformation
hinweist. Rein klassische Merkmalskombinationen ohne CNN erreichen ebenfalls
kompetitive Ergebnisse, sofern LBP als Partner gewählt wird: LBP + GLCM erzielt
97,89 %, LBP + Wavelet 96,44 % und LBP + Gabor 95,85 % – LBP dominiert als
Kombinationspartner unter den klassischen Extraktoren.

5.2 Konfusionsanalyse

Tabelle 4 fasst die Verwechslungspaare zusammen, die in mindestens zwei Modellen
auftreten oder mehrfach fehlklassifiziert werden. Das beste Modell (LBP + CNN)
produziert insgesamt nur sechs Einzelfehler; vier dieser Paare treten auch beim
CNN-Modell auf, was auf modellübergreifend schwierige Grenzfälle hinweist. Das rein
klassische Modell LBP + GLCM zeigt 29 Fehler – die häufigsten Verwechslungen
(GS12 / GS13-B und PG1 / GS05, je 3) betreffen optisch sehr ähnliche dicht gewebte
Baumwollstoffe, bei denen erst die CNN-Features eine sichere Trennung ermöglichen.

Table 4. Häufigste Verwechslungspaare der drei Schlüsselmodelle (Anzahl Fehlklassifikationen; – =
keine)

Tatsächlich Vorhergesagt LBP+CNN CNN LBP+GLCM

GS12 GS13-B – – 3
KG2 PG2 1 1 1
PG1 GS05 – – 3
GS01 GS08 – – 2
GS22 KG8 1 1 –
KG1 GS07 1 – 1
KG18 KG1 – – 2
KG4 KG16 1 1 –
KG5 GS07 1 1 –

Gesamt 6 9 29

5.3 Diskussion

Die erzielte Accuracy von 99,56 % bei 55 Klassen ist im Kontext der kontrollierten
Versuchsbedingungen zu bewerten: Konstante Beleuchtung in der Fotobox, fester
Kameraabstand und feste Brennweite minimieren intra-klassenbedingte Varianz und
schaffen optimale Voraussetzungen für die Texturextraktion. Dennoch übertrifft das
Ergebnis typische Benchmarks deutlich: Der Brodatz-Datensatz erreicht 90 bis 95%
[1], KTH-TIPS2b 95 bis 99% bei 11 Klassen [18] und die Textilklassifikation 93 bis 97%
bei 20 bis 30 Klassen [26], obwohl die vorliegende Aufgabe mit 55 Klassen komplexer
ist. Die konsistente Überlegenheit der CNN-klassisch-Hybrid-Ansätze bestätigt den
Mehrwert komplementärer Feature-Fusion [7], [20].

Für den produktiven Einsatz im modularen Greifersystem ergeben sich drei
Konfigurationen je nach Infrastruktur: (1) MLP + LBP + CNN als Standardmodell mit
maximaler Accuracy (99,56 %), (2) MLP + CNN als wartungsarme Alternative ohne
Feature-Engineering (99,35 %), sowie (3) MLP + LBP + GLCM als Lightweight-Lösung
für eingebettete Systeme ohne GPU (97,89 %). Die Inferenzzeit liegt in allen Fällen im
Millisekundenbereich. In realen Produktionsumgebungen können jedoch variierende
Lichtverhältnisse, Materialfalten oder Kameravibrationen die Performance beeinflussen.
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Eine Erweiterung der Datenbasis um zusätzliche Aufnahmebedingungen sowie eine
gezielte Hyperparameter-Optimierung könnten die verbleibende Fehlerquote weiter
reduzieren.

6. Fazit und Ausblick

Dieser Beitrag präsentiert ein modulares, KI-gestütztes Greifersystem mit automatisierter
Texturerkennung für biegeschlaffe Textilien, basierend auf einem Datensatz von 55 Mate-
rialklassen (aus 50 Textilien). Hochauflösende Bilder wurden mit einer Industriekamera
unter Berücksichtigung optischer Verzerrungen erfasst, vorverarbeitet (Patch-Extraktion,
Augmentierung auf 1400 Bilder) und durch klassische Merkmalsextraktoren (LBP,
GLCM, HOG, DCT, Wavelet, Gabor) sowie ResNet18-CNN-Features analysiert. Die
Merkmale wurden mit vier Klassifikatoren (SVM, Random Forest, Decision Tree, MLP)
in stratifizierter 5-Fold-Kreuzvalidierung evaluiert, wobei Accuracies von 9,82% bis
99,56% erzielt wurden. Hervorzuheben sind drei Schlüsselmodelle: MLP mit LBP +
CNN (99,56% Accuracy, Precision, Recall, F1), MLP mit CNN allein (99,35%) sowie
MLP mit LBP + GLCM (97,89%) als leichte Alternative für eingebettete Systeme. Die
CNN-Kombinationen verstärken klassische Merkmale systematisch um bis zu +67,93
%, wobei LBP komplementär wirkt. Konfusionsanalysen zeigen minimale Fehler bei
ähnlichen Geweben, die durch Hybrid-Features gelöst werden.

Zukünftige Arbeiten können den Ansatz durch Erweitern der Datenbasis (variable
Lichtverhältnisse, Falten, Vibrationen), Hyperparameter-Tuning und On-Device-Inferenz
optimieren. Für die Implementierung in einem Produktionsumfeld muss jedoch der
Ansatz noch in der Praxis validiert werden.
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