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Abstract. In the context of AI-based predictive maintenance approaches, reproducible
and segmentable time-series data are required in order to detect anomalies at an early
stage and derive data-driven maintenance strategies. For the application scenario of a
food production process, a model-based production workflow was implemented using a
1:24 slotcar track. The corresponding vehicle represents the workpiece carrier. For this
purpose, motor control and a 9-axis inertial sensor system (acceleration, angular rate,
magnetic field) were integrated on a custom-designed ESP32-S3 PCB.

The resulting intelligent workpiece carrier passes through defined process sections.
Section markers enable the synchronization of the IMU time series as well as the
derivation of segment and lap times. To generate segmentable time-series data, multiple
datasets with more than 100 laps each were recorded both under normal operating
conditions and under defined disturbance scenarios.

The evaluation shows a high repeatability of segment-specific signatures under
reference conditions, while disturbances lead to measurable and locally limited deviations
in timing and IMU-based features. Overall, the system provides a compact platform for
the systematic generation of datasets and the validation of predictive maintenance and
anomaly detection approaches in research and education.

Keywords: Workpiece Carrier, ESP32-S3, Motor Control, Sensor Integration, Predictive
Maintenance

Intelligente Werkstückträger für
Produktionssimulationen

Integration von Motorsteuerung und Sensorik auf einem ESP32-S3 PCB

Zusammenfassung. Im Kontext KI-basierter Predictive-Maintenance-Ansätze werden
reproduzierbare und segmentierbare Zeitreihendatenreihen benötigt, um Anomalien
frühzeitig zu erkennen und Wartungsstrategien datenbasiert ableiten zu können.
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Für den Anwendungsfall eines Lebensmittelprozesses wurde ein modellbasierter
Produktionsablauf auf Basis einer 1:24-Slotcar-Bahn realisiert. Ein entsprechendes
Fahrzeug dient dabei als Repräsentation des Warenträgers. Hierfür wurden die Motors-
teuerung sowie eine 9-Achsen-Inertialsensorik (Beschleunigung, Drehrate, Magnetfeld)
auf einem eigens konzipierten ESP32-S3-PCB integriert. Der daraus entstandene
intelligente Werkstückträger durchfährt definierte Prozessabschnitte. Abschnittsmarker
ermöglichen die Synchronisation der IMU-Zeitreihe sowie die Ableitung von Segment-
und Rundenzeiten. Zur Generierung segmentierbarer Zeitreihendaten wurden im
Normalbetrieb sowie unter definierten Störszenarien mehrere Datensätze mit jeweils
mehr als 100 Runden aufgezeichnet. Die Auswertung zeigt im Referenzbetrieb eine hohe
Wiederholbarkeit segmentbezogener Signaturen, während Störungen zu messbaren,
lokal begrenzten Abweichungen in Zeit- und IMU-Kennwerten führen. Insgesamt
stellt das System eine kompakte Plattform zur systematischen Datengenerierung
und Validierung von Predictive-Maintenance- und Anomalieerkennungsverfahren in
Forschung und Lehre dar.

Stichwörter: Werkstückträger, ESP32-S3, Motorsteuerung, Sensorintegration, Vorauss-
chauende Instandhaltung

1. Projektbeschreibung und Motivation

KI-basierte Predictive-Maintenance(PdM)-Ansätze benötigen robuste, reproduzier-
bare Prozessdaten, um Anomalien frühzeitig zu erkennen und zustandsbasierte
Wartungsstrategien zu ermöglichen [1]. In realen Produktionslinien sind experimentelle
Fehlerszenarien jedoch häufig nur eingeschränkt und mit hohem Risiko umsetzbar.
Daher werden physische Versuchs- und Simulationsumgebungen benötigt, die Normal-
betrieb und gezielt induzierte Störungen unter kontrollierten Randbedingungen abbilden
können [2].

In diesem Beitrag wird ein miniaturisierter, sensorbasierter Werkstückträger
vorgestellt, der in einer modellhaften Produktionssimulation auf einer Slotcar-Plattform
eingesetzt wird. Der Träger basiert auf einem 1:24-Slotcar-Chassis und integriert eine
eigens entwickelte Elektronik auf Basis eines ESP32-S3. Kernziel ist die Erzeugung
qualitativ hochwertiger, segmentierbarer Zeitreihendaten zur Analyse von Normalbetrieb
vs. Fehlerszenarien. Im vorliegenden Beitrag liegt der Fokus auf Inertialdaten (Beschle-
unigung, Drehrate, Magnetfeld) sowie Abschnitts-/Segmentmarkern zur zeitlichen
Synchronisation.

Der Beitrag dieses Papers ist:

• die Integration von Motorsteuerung und Inertialsensorik auf einem ESP32-S3-PCB
als Werkstückträgerplattform,

• ein Segmentierungs- und Datenaufnahmekonzept für reproduzierbare Fahrten
über Produktionsabschnitte,

• eine experimentelle Validierung anhand mehrerer Datensätze mit jeweils > 100
Runden und segmentierten IMU-Zeitreihen.

Nicht Gegenstand dieses Beitrags sind ein vollständiges ML-Modelltraining;
stattdessen werden Messqualität, Reproduzierbarkeit und Szenario-Unterscheidbarkeit
der erzeugten Daten nachgewiesen.
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Figure 1. Links: Sensor- und Motorsteuerungsplatine (ESP32-S3) des Werkstückträgers. Rechts:
Werkstückträger als mobile Plattform zur Datenerfassung im Betrieb.

2. Systemarchitektur des intelligenten Werkstückträgers

Der intelligente Werkstückträger integriert Motoransteuerung, Inertialsensorik und
Datenlogging auf einem eigens entwickelten ESP32-S3-PCB (Abb. 1). Die Energiev-
ersorgung erfolgt ausschließlich über die Schiene (ca. 16 V) und wird durch einen
Superkondensatorpuffer stabilisiert (2×(3×1,5 F/5,5 V in Serie) ⇒ nominal ≈1 F
bei 16,5 V). Ein Abwärtswandler erzeugt 3,3 V für den ESP32-S3; eine 5 V-Schiene
ist für zukünftige Erweiterungen vorgesehen, wird in den Messungen jedoch nicht
genutzt. Als primäre Sensorik ist eine 9-Achsen-IMU (BNO085, I2C) integriert, um
Bewegungsänderungen, Vibrationen und Richtungsabweichungen zu erfassen. Zur
Detektion von Versorgungsstörungen werden Schienenspannung und -strom über einen
INA219 (I2C) gemessen. Optionales lokales Logging erfolgt auf eine SD-Karte (SPI).

Die Firmware ist auf reproduzierbare Datenerzeugung ausgelegt und umfasst (i)
die PWM-basierte Ansteuerung des Fahrzeugs (separate Kanäle für Beschleunigen/
Bremsen), (ii) die zeitgestempelte Abtastung der IMU mit fs = 50Hz inklusive
Plausibilitätsprüfungen, sowie (iii) die drahtlose Übertragung der Messdaten via MQTT
an einen Mosquitto-Broker. Der resultierende Datenfluss von der Sensorerfassung über
die drahtlose Übertragung bis zur Backend-Verarbeitung ist schematisch in Abb. 2
dargestellt. Auf Serverseite werden die eingehenden Nachrichten fortlaufend als
JSON-Lines-Logdatei (JSONL) gespeichert (pro Sample eine Zeile). Segmentereignisse
aus der stationären Streckensensorik werden ebenfalls via MQTT bereitgestellt und
im Backend zeitlich mit den IMU-Daten synchronisiert, sodass segmentbasierte
Kennwerte sowie Runden- und Abschnittszeiten berechnet werden können. Die
Einflüsse von Sampling-Jitter, Paketverlust und Marker-Latenz werden in Abschnitt 6
über Streuungsmaße und Wiederholbarkeit bewertet.

3. Produktionssimulation und Segmentierung

Als physische Produktionssimulation dient eine Slotcar-basierte Kreislaufumgebung, in
der ein Umlauf (eine Runde) einem Produktionszyklus entspricht. Die Strecke ist in NS =
6 Produktionsabschnitte unterteilt. Segmentgrenzen werden durch Abschnittsmarker
(RFID- und Reflexionssensorik) definiert, um die Fahrt in diskrete Prozessschritte zu
zerlegen [2]. Für jede Runde k und jedes Segment i werden Zeitmarken τ

(k)
i,start und τ

(k)
i,end
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aufgezeichnet. Daraus folgt die Segmentzeit

t
(k)
i = τ

(k)
i,end − τ

(k)
i,start (1)

und die Rundenzeit

T (k) =

NS∑︂
i=1

t
(k)
i . (2)

Die Segmentierung ermöglicht eine reproduzierbare Ausrichtung der IMU-Zeitreihe
je Abschnitt, die Bildung segmentbasierter Kennwerte (z. B. RMS, Varianz, Peak
Statistiken) sowie eine lokal begrenzte Anomalieanalyse zur Defektlokalisierung entlang
der Strecke.

Werkstückträger
ESP32-S3

IMU + Motor

Strecke / Prozess
RFID + Reflexion

WLAN Router IO-Link MasterMQTT Broker

Zeitreihen-DB

Segmentierung
& Feature-Extraktion

Dashboard / Analyse

Figure 2. Kompakte Darstellung der Datenpipeline: Mobile IMU-Daten und stationäre Segmentmarker
werden über MQTT zusammengeführt und segmentbasiert ausgewertet.

4. Datenerhebung und Datensatzbeschreibung

Die Messkampagne umfasst vier getrennte Messläufe (Datensätze) zur Bewertung von
Wiederholgenauigkeit und Reproduzierbarkeit unter konstanten Randbedingungen. Eine
Übersicht der aufgenommenen Datensätze und der jeweiligen Messbedingungen ist
in Tab. 1 dargestellt. Die Fahrten erfolgen mit einer Open-Loop-PWM-Ansteuerung
bei konstantem Duty-Cycle (PWM-Sollwert 21 von 4059, entsprechend ≈ 0,52%); ein
aktives Bremsen wird nicht verwendet. Zwischen den Datensätzen wurde das System
jeweils gestoppt, kurz geprüft und anschließend erneut gestartet, um unabhängige
Wiederholmessungen zu erhalten. Da die erste Runde eine Anfahrphase enthält, wird
sie pro Datensatz für die Auswertung ausgeschlossen. Die verwendete Streckenkonfigu-
ration entspricht einem Standardlayout mit Engstelle (Spurversatzmodul) als definierter,
konstanter Störfaktor [2], [3].

Table 1. Übersicht der aufgenommenen Datensätze.

ID Szenario Runden Bemerkung
DS0 Standardlayout + Engstelle (Spurver-

satz)
100 Referenzmessung (separater Start)

Version 1 Warenträger
DS1 Standardlayout + Engstelle (Spurver-

satz)
185 Wiederholmessung 1 (separater

Start)
DS2 Standardlayout + Engstelle (Spurver-

satz)
169 Wiederholmessung 2 (separater

Start)
DS3 Standardlayout + Engstelle (Spurver-

satz)
175 Wiederholmessung 3 (separater

Start)
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Pro Runde liegen Segmentereignisse mit Zeitstempeln {τi,start, τi,end} vor, aus denen
segmentbasierte Zeiten ti sowie die Rundenzeit T berechnet werden. Parallel wird eine
IMU-Zeitreihe mit fs = 50Hz erfasst, a(t) = [ax, ay, az], ω(t) = [ωx, ωy, ωz] und m(t) =
[mx,my,mz]. Als Metadaten werden Datensatz-ID, Szenario-ID und Rundennummer k
gespeichert. Ein Sollwert-/PWM-Profil wird nicht mitgeloggt, da der PWM-Sollwert in
allen Messläufen konstant ist.

5. Auswertungsmethodik

Zur Vergleichbarkeit zwischen Runden und Szenarien werden die IMU-Zeitreihen
markerbasiert in Segmentfenster (i = 1, . . . , NS) unterteilt und pro Segment aggregiert.
Da die Fahrten im offenen Regelkreis mit konstantem Duty-Cycle erfolgen, werden
keine zustandsabhängigen Driftkorrekturen (Offsets/Bias) vorgenommen. Stattdessen
wird die Robustheit über segmentweise Aggregation sowie eine Mindestabdeckung
der Messwerte sichergestellt. Zur Reduktion hochfrequenter Störanteile werden die
Betragszeitreihen optional tiefpassgefiltert (Butterworth, Ordnung 2, fs = 50Hz, fc =
10Hz). Segmentfenster mit weniger als Nmin = 30 gültigen IMU-Samples werden für die
IMU-Kennwertbildung verworfen (Zeitkennwerte bleiben erhalten), um die Stabilität der
Schätzer zu gewährleisten.

Für jedes Segment i und jede Runde k wird ein kompaktes Feature-Set
gebildet. Dieses umfasst Zeitkennwerte t

(k)
i und T (k), Energieindikatoren RMS(∥a∥) und

RMS(∥ω∥), Streuungsmaße Var(∥a∥) und Var(∥ω∥) sowie Peak-Statistiken bestehend
aus max(∥ω∥) und der Anzahl von Peaks oberhalb eines adaptiven Schwellwerts θ =
µ+3σ. Der Schwellenwert wird segmentweise aus Mittelwert µ und Standardabweichung
σ der gefilterten ∥ω∥-Zeitreihe bestimmt.

Die Kennwerte werden pro Segment i und Runde k zu einem Merkmalsvektor
zusammengefasst

f
(k)
i =

[︄
t
(k)
i , T (k),RMS(∥a∥)(k)i , RMS(∥ω∥)(k)i ,

Var(∥a∥)(k)i , Var(∥ω∥)(k)i ,max(∥ω∥)(k)i , N
(k)
peak,i

]︄
(3)

Hierbei bezeichnet N (k)
peak,i die Anzahl der Peaks der gefilterten Winkelgeschwindigkeits-

betragszeitreihe ∥ω∥ oberhalb des adaptiven Schwellenwerts θ = µ+ 3σ innerhalb des
Segmentfensters.

Die Gesamtheit aller Segmentmerkmale einer Runde ergibt die Merkmalsmatrix

F(k) =
[︂
f
(k)
1 , f

(k)
2 , . . . , f

(k)
NS

]︂
(4)

Diese Merkmalsdarstellung bildet die Grundlage für die anschließende Bewertung
der Reproduzierbarkeit sowie für den Vergleich unterschiedlicher Szenarien auf
Segmentebene.

6. Ergebnisse

Die Auswertung basiert auf zwei Referenzdatensätzen (DS2: n = 169, DS3: n = 175
Runden) bei konstantem Duty-Cycle im identischen Streckenlayout. Die Segmentierung
in sechs Abschnitte ermöglicht eine lokale Zuordnung der Inertial- und Energiedaten
entlang des Produktionszyklus. Die statistischen Kennwerte der segmentweisen
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Zeitmessungen sind in Tab. 2 zusammengefasst und quantifizieren die Reproduzier-
barkeit der einzelnen Prozessabschnitte.

Table 2. Statistische Kennwerte der Segmentzeiten im Referenzbetrieb.

Segment µ [ms] σ [ms] CV [-] nwin

1 4771 3944 0.827 167
2 2233 1062 0.476 168
3 4887 3652 0.747 165
4 1512 1839 1.216 167
5 2894 4420 1.527 164
6 736 320 0.435 163

Abbildung 3 zeigt die segmentierten Gyroskopprofile über den normierten Run-
denfortschritt. Für das Gyroskop ergibt sich eine klare, abschnittsspezifische Signatur,
insbesondere in der z-Komponente. Die Mittelwerte beider Datensätze sind nahezu
deckungsgleich, während die Quantilbänder eine geringe Streuung im Verhältnis zur
segmenttypischen Amplitude aufweisen. Dies belegt eine hohe Wiederholgenauigkeit
der dynamischen Signaturen im Referenzbetrieb.

Figure 3. Segmentierte Gyroskopsignale über den normierten Rundenfortschritt (DS2/DS3). Dargestellt
sind der Mittelwert sowie Quantilbänder und Min/Max-Hüllen der Winkelgeschwindigkeit.

Abbildung 4 zeigt das segmentierte Energieprofil des INA219-Sensors. Es treten
segmentlokalisierte Versorgungseinbrüche auf, die reproduzierbar an denselben Streck-
enpositionen auftreten. Die Min/Max-Hüllen verdeutlichen kurzzeitige Spannungsab-
senkungen bis etwa 12V, ohne dass ein driftartiger Verlauf über die Runden erkennbar
ist. Die Kopplung zwischen Energieeinbruch und IMU-Signaländerung erlaubt eine
physikalisch interpretierbare Erklärung lokaler Abweichungen.

Insgesamt zeigen beide Datensätze eine konsistente, segmenttypische Multi-
Sensor-Signatur mit geringer interzyklischer Varianz.
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Figure 4. Segmentierte Energieprofile über den normierten Rundenfortschritt (DS2/DS3). Dargestellt
sind Mittelwert, Quantilband und Min/Max-Hülle der gemessenen Schienenspannung (INA219).

7. Diskussion und Ausblick

Die Ergebnisse belegen die Eignung der vorgestellten Plattform als segmentierbares
Ersatzmodell für Untersuchungen im Kontext von Predictive Maintenance (PdM).
Im Gegensatz zu globalen Rundenzeitanalysen ermöglicht die segmentierte Multi-
Sensor-Betrachtung eine lokal aufgelöste Zustandszuordnung entlang des simulierten
Produktionsprozesses.

Die geringe Streuung der Gyro-Mittelwerte bei gleichzeitig stabiler Abschnittssig-
natur bestätigt die Reproduzierbarkeit der dynamischen Referenzzustände. Parallel dazu
zeigen die Energieprofile wiederkehrende, positionsgebundene Versorgungseinflüsse,
die sich direkt in den Inertialdaten widerspiegeln. Die Kombination aus Energie-
und IMU-Signalen erlaubt somit eine physikalisch interpretierbare Differenzierung
zwischen systematischen Veränderungen und diskreten Ereignissen innerhalb einzelner
Prozessabschnitte.

Die Referenzmessungen zeigen insgesamt stabile, abschnittsspezifische Dy-
namikprofile bei gleichzeitig detektierbaren lokalen Energieereignissen. Durch die
Kombination aus lokaler Segmentierung und physikalisch interpretierbarer Sensorfusion
entsteht damit eine belastbare Datengrundlage für die Analyse und Entwicklung
segmentbasierter PdM-Ansätze unter kontrollierten Bedingungen.

Limitationen bestehen derzeit in der noch fehlenden Simulation progressiver
Verschleißzustände. Die vorliegenden Datensätze repräsentieren primär Normalbetrieb
mit vereinzelten Ereignissen. Für eine vollständige Validierung datengetriebener
PdM-Methoden sind kontrollierte Degradationsszenarien erforderlich, beispielsweise
durch gezielte Variation mechanischer Widerstände, Energieversorgung oder Fahrzeug-
dynamik.
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Zukünftige Arbeiten konzentrieren sich daher auf die Integration solcher Degra-
dationsszenarien sowie auf die Erweiterung der Sensordatenauswertung durch
statistische Lernverfahren. Insbesondere der Einsatz von Anomalieerkennung und
Zeitreihenmodellen bietet Potenzial, um frühzeitige Veränderungen in segmentbasierten
Prozesssignaturen automatisiert zu identifizieren.
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J. Bennin: Konzeption, Hardware/PCB-Entwicklung, Firmware, Messkampagne, Auswer-
tung, Manuskript. A. Deuble: Systemintegration, Messinfrastruktur, Review/Editing.
N. Günther: Methodik, Projektleitung, Review/Editing. J. Reiff-Stephan: Supervision,
Review/Editing.

Interessenskonflikte
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